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Resumen

En geología, la clasificación de las rocas ígneas, sedimentarias y metamórficas en 
distintas escalas es esencial para el estudio de una región. Los avances tecnológicos 
han permitido incorporar herramientas que facilitan estos procesos de observación 
y análisis, beneficiando tanto la formación de profesionales como el acceso al 
conocimiento geológico para todos los interesados. Como parte de las herramientas 
de machine learning, las Convolutional Neural Networks se destacan para 
identificar y priorizar características de objetos en una imagen. Entre los modelos 
relevantes de este grupo se encuentra You Only Look Once (YOLO), los cuales sirven 
como base para el reentrenamiento de modelos más especializados. El objetivo 
de este trabajo es la creación de modelos reentrenados basados en YOLO para 
automatizar la identificación y clasificación de diferentes tipos de rocas.

Se realizó el reentrenamiento de dos arquitecturas YOLO, YOLOv8n y YOLOv8x, 
utilizando imágenes de muestras de rocas provenientes de repositorios en línea y 
del catálogo de la Escuela de Geología de la Universidad Industrial de Santander. 
Estas imágenes fueron verificadas y validadas bajo criterios geológicos. En cada 
etapa de entrenamiento se realizaron cambios a los catálogos de imágenes y 
parámetros de entrenamiento. La validación de los modelos entrenados se efectuó 
con muestras de roca de la Escuela de Geología que no fueron utilizadas en la etapa 
de entrenamiento. Para cuantificar la calidad de los modelos se utilizó el cálculo de 
la matriz de confusión normalizada en función de las etiquetas reales, obteniendo 
así el porcentaje de aciertos para cada tipo de roca de manera proporcional.
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Un total de once modelos reentrenados se obtuvieron en las diferentes etapas 
de entrenamiento. Dos modelos lograron una mayor capacidad de generalización y 
obtuvieron valores superiores al 30% en la diagonal de las matrices de confusión. 
Otros modelos alcanzaron un valor superior al 80% para la identificación de rocas 
ígneas. Para la identificación de rocas sedimentarias, un modelo logró un acierto del 
93%, mientras que, para las rocas metamórficas, otro obtuvo un acierto del 61%. 
Estos modelos pueden servir como base para desarrollar otros más complejos en 
proyectos específicos. Considerando que, aunque los modelos no fueron entrenados 
con imágenes de afloramientos, es posible estimar el tipo de roca al que pertenecen 
y se resalta su capacidad para extraer características básicas.

Palabras clave: yolo; aprendizaje profundo; modelo de clasificación; 
segmentación; transfer learning; geología; petrografía; reconocimiento de patrones; 
muestras de roca; procesamiento de imágenes.

Convolutional Neural Network 
models as a tool for automating rock 
classification

Abstract

Classifying rocks into igneous, sedimentary, and metamorphic types at different 
scales is essential for studying a region. Technological advancements facilitate these 
observation and analysis processes, benefiting both the training of professionals 
and the accessibility of geological knowledge for all interested parties. As one of the 
machine learning tools, Convolutional Neural Networks (CNNs) excel in identifying 
and prioritizing object features in an image. Among the relevant models in this 
group is You Only Look Once (YOLO), which serves as a foundation for retraining 
more specialized models. This work aims to create retrained models based on YOLO 
to automate identifying and classifying different types of rocks.

Two YOLO architectures, YOLOv8n and YOLOv8x were retrained using rock 
sample images from online repositories and the catalog of the School of Geology of 
the Universidad Industrial de Santander. These images were verified and validated 
based on geological criteria. Throughout each training stage, changes were made to 
the image catalogs and training parameters. The validation of the trained models 
was performed using rock samples from the School of Geology that were not 
used in the training. To quantify the quality of the models, the calculation of the 
normalized confusion matrix was used based on the actual labels, thereby obtaining 
the percentage of correct identifications for each rock type proportionally.
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A total of eleven retrained models were obtained during the different training 
stages. Two models achieved a higher generalization capacity, obtained values 
greater than 30% on the diagonal of the confusion matrices. Other two models 
reached values greater than 80% for identifying igneous rocks. For sedimentary 
rocks, one model achieved an accuracy of 93%, while for metamorphic rocks, 
another obtained an accuracy of 61%. These models can serve as a foundation for 
developing more complex models for specific projects. Even though they were not 
trained with outcrop images, it is possible to estimate the type of rock they belong 

to, highlighting the capability of these models to extract basic features.

Keywords: yolo; deep learning; classification model; segmentation; transfer 
learning; geology; petrography; pattern recognition; rock samples; image 
processing.

1. Introducción

Los minerales se consideran sólidos inorgánicos naturales con 
una estructura interna ordenada y una composición química 
específica. Una roca es una masa sólida de materia mineral o 
similar que se presenta naturalmente en nuestro planeta. Algunas 
rocas están compuestas casi por completo de un solo mineral. De 
manera general, las rocas se categorizan en tres tipos principales: 
ígneas, sedimentarias y metamórficas. Las rocas ígneas se forman 
a partir del enfriamiento y solidificación del magma o roca 
fundida. Las rocas sedimentarias se forman cuando los materiales 
inconsolidados y transportados se acumulan en depresiones o 
a nivel de la superficie de la Tierra; los sedimentos se generan a 
partir de rocas preexistentes mediante procesos de meteorización y 
erosión. Las rocas metamórficas se generan a partir de rocas ígneas, 
sedimentarias u otras metamórficas, denominadas “rocas madre”, 
que se transforman por efecto de altas temperaturas y presiones en 
la profundidad de la corteza terrestre y el manto superior (Tarbuck & 
Lutgens, 2005).

En geología, la clasificación de las rocas es un proceso necesario 
para el estudio de una región y conlleva trabajo de observación 
en distintas escalas, desde la regional, mediante el análisis del 
paisaje, hasta la escala meso en afloramientos y micro con secciones 
delgadas (petrografía). Usualmente, la discriminación de los tres 
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tipos principales de rocas se consigue a simple vista después de 
un entrenamiento del observador, y luego con el uso de la lupa 
para diferenciar la textura y composición de muestras de mano y 
afloramientos. La clasificación litológica más específica se logra 
mediante el uso de microscopios para diferenciar los tipos de 
minerales que las componen.

Actualmente, con el avance de la tecnología, es necesario 
incorporar nuevas herramientas que facilitan el proceso de 
observación y análisis en Geología, no solamente como apoyo en 
el entrenamiento de los nuevos profesionales, sino para permitir 
el acceso al conocimiento geológico a todos los interesados, 
especialmente es esta época de trabajo transdiciplinario, además 
para satisfacer la curiosidad de las personas que cada vez se 
involucran y sensibilizan más con el planeta. Desde este punto de 
vista, consideramos importante el uso de equipos disponibles en 
las instituciones educativas o de investigación, tal que soporten 
aplicaciones para generar modelos que nos permiten una 
clasificación litológica preliminar y rápida.

Entre los métodos de aprendizaje automático se encuentran las 
redes neuronales (Hastie et al., 2009; MacKay, 2003; Rohwer et al., 
1994; Rojas, 1996) como las de mayor interés para ser utilizados en 
las geociencias, en la identificación de arcillas (Gómez et al., 2013), 
generación de mapas predictivos (García-Arias et al., 2024; Goyes-
Peñafiel & Hernández-Rojas, 2021), clasificación litológica (Cracknell, 
2014), clasificación de rocas en secciones delgadas (Młynarczuk 
et al., 2013), aplicaciones geofísicas (Dramsch, 2020; van der Baan 
& Jutten, 2000) entre otros. Con el tiempo, se han desarrollado 
modelos más complejos de redes neuronales, como las redes 
neuronales convolucionales (Convolutional Neural Networks, CNN), 
específicamente para la clasificación y segmentación de imágenes 
(se explica en el siguiente párrafo). Bajo esta consideración, las CNN 
se pueden considerar como ideales para la clasificación de rocas 
sedimentarias, ígneas y metamórficas, ya que pueden identificar 
texturas, formas y composiciones características de cada tipo de roca.

Una CNN es un enfoque de aprendizaje profundo para asignar 
prioridad a varios aspectos u objetos en una imagen, y al mismo 
tiempo identificarlos (Hussain et al., 2019). La detección de 
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características en una CNN se realiza en cada capa considerando los 
datos de entrenamiento. Debido al mecanismo de reparto de peso, las 
neuronas en la misma superficie de mapeo de características, tienen 
el mismo peso (Xin & Wang, 2019). Algunos aspectos importantes 
por considerar en las CNN incluyen la selección de arquitecturas, 
lo que influye en la cantidad de parámetros del modelo, además, es 
crucial determinar el efecto de la escala del conjunto de datos y el 
contexto de las imágenes de entrenamiento (Shin et al., 2016). La 
segmentación de imágenes tiene que ver con dividir una imagen 
digital en grupos de píxeles, o segmentos de imagen, con el objetivo 
de facilitar la detección de objetos y otras tareas relacionadas. Este 
proceso permite identificar y diferenciar claramente distintas áreas 
dentro de una imagen, lo que puede tener un impacto significativo 
en el rendimiento y la capacidad de generalización de los modelos 
de redes neuronales convolucionales (CNN) en tareas como la 
clasificación de rocas.

En las geociencias se han utilizado las CNN para la clasificación 
de rocas es distintas escalas, desde el nivel macroscópico (Liu et al., 
2020; Patro et al., 2022), hasta el microscópico en sección delgada 
(Cheng & Guo, 2017; Ślipek & Młynarczuk, 2013), así como en la 
clasificación y segmentación de minerales en rocas (Saxena et al., 
2021; Srinivas Amiripalli et al., 2021). Específicamente, cuando el 
objetivo de reconocimiento es una imagen de roca de un solo tipo, 
la probabilidad de reconocimiento es mayor que cuando la imagen 
presenta varios tipos de rocas (Liu et al., 2020). Las herramientas de 
aprendizaje automático facilitan el trabajo de geología, permitiendo 
que este tipo de estudios petrográficos se pueden automatizar para 
estudiar rocas y minerales, además de ayudar a comprender las 
estructuras geológicas subyacentes y predecir la fragmentación de 
rocas y sedimentos en una determinada cuenca aluvial, entre otros 
(Patro et al., 2022).

Entre los modelos existentes de CNN se encuentra el algoritmo 
You Only Look Once (YOLO), desarrollado por Ultralytics (Jocher 
et al., 2023). Este algoritmo se ha destacado por sus mejoras en la 
precisión, velocidad y capacidad de detección de objetos pequeños 
en sus diferentes versiones. Distintas versiones se han desarrollado, 
realizado ajustes en la arquitectura y el entrenamiento para lograr 
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resultados óptimos en diversos escenarios. Estos han sido tomados 
como puntos de inicio para el reentrenamiento de modelos para 
la detección de rocas en labores mineras (Rodríguez-Guillén et al., 
2024), identificación de minerales en secciones delgadas (Pratama 
et al., 2023), detección de deslizamientos a partir de imágenes de 
sensores remotos (Han et al., 2023) e incluso detección de basura a 
partir de videos (Carolis et al., 2020).

El objetivo del presente trabajo es la creación de modelos 
reentrenados basados en YOLOv8 para facilitar la automatización 
en la identificación y clasificación de diferentes tipos de rocas. 
La idea es determinar variables de fácil control en la etapa de 
entrenamiento para así evaluar su utilidad y potencial aplicación 
a diversos conjuntos de datos que abarcan diferentes categorías 
de imágenes. Consideramos que el objetivo se logra mediante el 
uso de YOLO, ya que este algoritmo se destaca por su capacidad de 
procesamiento rápido y su habilidad para adaptarse fácilmente a 
nuevas tareas, sin comprometer la calidad (Redmon et al., 2015). La 
estructura simple de YOLOv8 facilita el proceso de entrenamiento, 
permitiéndole adaptarse eficazmente a una variedad de conjuntos 
de datos y aplicaciones, respaldado por una comunidad robusta y un 
desarrollo continuo. Estos modelos servirán como base para futuros 
proyectos geocientíficos más específicos y permitirán a instituciones 
académicas tener un punto de partida para entrenar modelos con sus 
propias muestras de roca. 

2. Materiales y métodos

Para el reentrenamiento de los modelos YOLOv8 se recolectaron 
imágenes de muestras de rocas procedentes de repositorios en 
línea y del catálogo de muestras de rocas de la Escuela de Geología 
de la Universidad Industrial de Santander (UIS). Cada imagen fue 
verificada para asegurar que correspondiera a una roca específica y 
se clasificó como ígnea, sedimentaria o metamórfica para su posterior 
etiquetado. El proceso de entrenamiento se realizó variando los 
bancos de imágenes para generar diversos modelos, los cuales fueron 
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reentrenados de manera progresiva. Para validar y verificar la eficacia 
de los modelos, se utilizó un catálogo limitado de muestras de roca 
de la Escuela de Geología, para de esta manera evaluar las ventajas de 
cada uno de ellos.

2.1. Datasets

Se recolectaron más de tres mil imágenes de rocas como etapa 
previa al entrenamiento, consultadas de los catálogos disponibles 
en Kaggle (Tabla 1). Cada imagen fue revisada cuidadosamente 
para verificar que representara muestras de roca y que su calidad 
permitiera visualmente una clasificación general. Este proceso de 
verificación de la calidad de las imágenes de Kaggle fue fundamental 
dado que muchas presentaban baja resolución. Se priorizaron 
imágenes con una resolución mínima de 640x640 píxeles, adecuada 
para la capa de entrada de los modelos YOLO.

Tabla 1. Listado de los catálogos de imágenes consultados en Kaggle.

Nombre Enlace Kaggle

Rock Classification Dataset https://www.kaggle.com/datasets/salmaneunus/
rock-classification?resource=download

Rock Images https://www.kaggle.com/datasets/neelgajare/roc-
ks-dataset?select=Rocks

Igneous metamorphic 
sedimentary rocks and 

minerals

https://www.kaggle.com/datasets/mahmou-
dalforawi/igneous-metamorphic-sedimenta-
ry-rocks-and-minerals?select=Rock_Dataset

Además, con el acceso a una parte del catálogo básico de muestras 
de la Escuela de Geología, se seleccionaron 48 muestras de rocas 
ígneas, 34 muestras de rocas sedimentarias y15 muestras de rocas 
metamórficas. Cada muestra fue fotografiada individualmente 
con un celular Samsung A13, utilizando una resolución de 
8160x6120 píxeles para la captura de imágenes, lo que facilitó una 
identificación general del tipo de roca correspondiente entre los 
tres tipos mencionados.

https://www.kaggle.com/datasets/salmaneunus/rock-classification?resource=download
https://www.kaggle.com/datasets/salmaneunus/rock-classification?resource=download
https://www.kaggle.com/datasets/neelgajare/rocks-dataset?select=Rocks
https://www.kaggle.com/datasets/neelgajare/rocks-dataset?select=Rocks
https://www.kaggle.com/datasets/mahmoudalforawi/igneous-metamorphic-sedimentary-rocks-and-minerals?select=Rock_Dataset
https://www.kaggle.com/datasets/mahmoudalforawi/igneous-metamorphic-sedimentary-rocks-and-minerals?select=Rock_Dataset
https://www.kaggle.com/datasets/mahmoudalforawi/igneous-metamorphic-sedimentary-rocks-and-minerals?select=Rock_Dataset
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2.2. Etiquetado

Para el etiquetado de las muestras en la categoría de roca ígnea, 
roca metamórfica o roca sedimentaria se utilizó la herramienta de 
anotación de imágenes gráfica Labelme (Wada et al., 2021). Cada 
muestra de roca fue delimitada mediante un polígono irregular y se 
asignó la etiqueta correspondiente al cerrar el polígono. Igualmente, 
cada imagen fue etiquetada manualmente. Además, como parte de 
este proceso, se realizó un aumento de datos manual colocando los 
tres tipos de rocas en una única imagen, únicamente con muestras de 
la UIS (Figura 1).

2.3. Entrenamiento

La etapa de entrenamiento o reentrenamiento de los modelos fue 
realizada en el entorno virtual de Google Colaboratory, comúnmente 
denominado “Google Colab” o simplemente “Colab”, específicamente 
la versión PRO. Los recursos utilizados corresponden al entorno L4, 
conformado por 53.0 GB de RAM, 22.5 GB de GPU y 78.2 GB de Disco.

Para esta tarea, dos modelos de segmentación de YOLOv8 de 
la librería de Ultralytics (Jocher et al., 2023) fueron seleccionados: 
(i) YOLOv8n-seg conformada por 3,4 millones de parámetros y (ii) 
YOLOv8x-seg con 71,8 millones de parámetros. El primer modelo 
corresponde al más simple al tener menor cantidad de parámetros. 
La librería de Ultralytics permite realizar modificaciones a las 
variables de entrenamiento, como lo son redimensionar las imágenes 
de entrada, el tamaño del batch o grupo de entrenamiento, modificar 
las cantidades de épocas de entrenamiento, entre otras. También 
permite generar un aumento de datos adicional (Figura 2).

Los dos modelos de segmentación seleccionados fueron 
entrenados en diferentes etapas, en las cuales se realizaron 
cambios en las variables de entrenamiento y el dataset utilizado. El 
modelo obtenido en cada etapa fue el punto de partida del próximo 
reentrenamiento, por lo que en cada etapa se obtuvo un modelo 
(Tabla 2). La nomenclatura utilizada para distinguir cada modelo e 
identificar cada etapa de entrenamiento sigue el formato: “rocas_” 
indica que se trata de un modelo para la clasificación de rocas. Las 
letras “k” o “u” indican el orden, de izquierda a derecha, en el que 
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se entrenó con el catálogo respectivo, siendo “k” para Kaggle y “u” 
para UIS. Finalmente, se añade “-n” para indicar que el modelo base 
corresponde a YOLOv8n-seg, y “-x” para el modelo base YOLOv8x-seg.

Figura 1. Ejemplo de etiquetado utilizando Labelme (Wada et al., 2021) para A) una 
única muestra de roca y B) múltiples muestras de rocas mediante un aumento de 

datos manual. Estas muestras hacen parte del catálogo de la UIS.
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Figura 2 .Ejemplo de las imágenes de rocas ígneas (color rojo), sedimentarias (color 
naranja) y metamórficas (color rosado) en la etapa del entrenamiento de los mode-

los de YOLOv8, con A) las variables por defecto y B) realizando modificaciones para el 
aumento de datos.



Sergio A. García-Arias y Francisco Velandia

11Universidad EIA / Rev.EIA.Univ.EIA

Tabla 2. Características de las etapas de entrenamiento de cada modelo. El signo 
positivo en las épocas indicas que son adicionales a las del modelo obtenido previo.

Etapa Modelo Épocas Dataset Aumento 
de datos

YO-
LOv8n-seg

1 rocas_k-n +100 Kaggle No
2 rocas_kk-n +60 Kaggle Si
3 rocas_kku-n +103 UIS Si
4 rocas_kkuu-n +15 UIS No
5 rocas_kkuuk-n +15 Kaggle No
6 rocas_kkuuku-n +5 UIS No

YOLO-
v8x-seg

1 rocas_k-x +160 Kaggle Si
2 rocas_ku-x +103 UIS Si
3 rocas_kuu-x +15 UIS No
4 rocas_kuuk-x +15 Kaggle No
5 rocas_kuuku-x +5 UIS No

2.4. Validación

Para la validación de los modelos generados, con miras a 
futuros proyectos geocientíficos, se utilizó la matriz de confusión. 
Esta evaluación se llevó a cabo con nuevas muestras de la UIS que 
no fueron incluidas durante el entrenamiento inicial. En total, se 
etiquetaron 138 nuevas muestras para la validación, distribuidas en 
29 rocas ígneas, 64 rocas metamórficas y 45 rocas sedimentarias. 
Debido a las diferencias en la cantidad de cada tipo de roca para 
la validación, se normalizó la matriz de confusión en función de 
las columnas o etiquetas reales, asegurando que la suma de cada 
columna fuera igual a 1. Esto permitió calcular el porcentaje de 
aciertos o etiquetados correctos para cada tipo de roca, de manera 
proporcional.

3. Resultados y discusión

Se tomó la decisión de realizar diferentes etapas de entrenamiento, 
variando los conjuntos de datos y aumentando su cantidad, debido a 
la variabilidad en la calidad y el tamaño de las imágenes del catálogo 
de Kaggle y de la UIS. Durante la validación de estas imágenes, se 
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identificó que no todas tenían la misma calidad en el catálogo de 
Kaggle, pero se contaba con una mayor cantidad de imágenes, por 
lo que se inició el entrenamiento con este catálogo para que el 
modelo pudiera generalizar en la identificación de los tres tipos de 
rocas. Posteriormente, se realizó el entrenamiento con imágenes 
del catálogo de la UIS, donde todas las imágenes eran consistentes 
en condiciones y calidad. Debido a la diferencia en la cantidad de 
imágenes entre los dos catálogos, el inicio del entrenamiento con el 
repositorio de Kaggle consideró más de 100 épocas para asegurar 
una mejor generalización del modelo. En las últimas etapas, se 
volvió a entrenar con el catálogo de Kaggle para evitar un posible 
sobreajuste únicamente a las muestras de la UIS.

Un total de once modelos reentrenados fueron obtenidos de 
los modelos de YOLOv8, seis utilizando YOLOv8n (Tabla 3) y cinco 
utilizando YOLOv8x (Tabla 4). Aunque no se realizó un control 
estricto de los tiempos de entrenamiento, se observó que los tiempos 
para el entrenamiento de los modelos basados en YOLOv8n fueron 
relativamente menores en comparación con los modelos basados en 
YOLOv8x. Esto es coherente considerando la cantidad de parámetros 
de cada modelo. Una mayor cantidad de parámetros en los modelos 
implica más cálculos para ser realizados y ajustados, lo que también 
afecta la etapa de despliegue del modelo en cualquier proceso de 
automatización. Un modelo más complejo o con una mayor cantidad 
de parámetros requiere más espacio en disco y mayores recursos 
para ejecutarse de manera adecuada. Esto debe tenerse en cuenta al 
elegir el modelo para aplicaciones prácticas, donde la eficiencia y el 
uso de recursos son cruciales.

Durante la etapa de validación de los modelos con las muestras 
no vistas de la UIS inicialmente, solo uno de los modelos, denominado 
“rocas_kkuuku-n”, no logró predecir el tipo de roca. Al verificar los 
resultados proporcionados por la librería de Ultralytics para cada 
uno de los entrenamientos, se evidenció que este modelo tampoco 
realizó predicciones de las muestras durante su entrenamiento. 
Esto podría sugerir que hubo un problema inherente en el proceso 
de entrenamiento de dicho modelo, como un conjunto de imágenes 
insuficiente o una configuración incorrecta de los hiperparámetros. 
Sin embargo, es importante destacar que el modelo “rocas_kuuku-x” 
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también fue entrenado con el mismo conjunto de imágenes e 
hiperparámetros, y si logró realizar predicciones exitosas. Esto 
sugiere que el problema no radica únicamente en la cantidad de datos 
o en la configuración de los hiperparámetros, sino posiblemente 
en el ajuste de los pesos del modelo. Es posible que, durante el 
entrenamiento, el modelo haya convergido a lo que se denomina un 
mínimo local en lugar de alcanzar el mínimo global (Kawaguchi et al., 
2019), lo que afectaría su capacidad para generalizar correctamente 
las predicciones. La posibilidad se tiene en cuenta porque ésta fue 
la última etapa del entrenamiento con solo cinco épocas, lo que tal 
vez no fue suficiente para que el modelo escapara del mínimo local y 
explorara soluciones más óptimas en el espacio de parámetros. Aun 
así, considerando que el modelo ya ha pasado por entrenamientos 
previos, donde logró generalizar la identificación de las rocas, 
no está claro por qué ocurrió esta discrepancia en la etapa final 
de entrenamiento. No se puede proporcionar una justificación 
definitiva y segura para este comportamiento del modelo. Muchos 
investigadores todavía consideran las CNN como un modelo de 
extracción de características de caja negra (Xin & Wang, 2019). 
Estudios recientes se han enfocado en desarrollar métodos para 
comprender qué están aprendiendo las CNN en cada una de sus 
capas, permitiendo comprender la toma de decisiones de estos 
modelos (LI et al., 2022; Szandała, 2023).

En el proceso de validación, al evaluar los valores en las 
diagonales de las respectivas matrices de confusión, se evidencia que 
diez de los once modelos obtuvieron un acierto superior al 50% en 
la clasificación de las rocas ígneas. Seis modelos lograron más del 
50% de aciertos en la clasificación de las rocas sedimentarias y solo 
tres modelos alcanzaron más del 50% en la clasificación de las rocas 
metamórficas. Los modelos con mayores valores en la diagonal de 
las matrices de confusión, y que pueden ser considerados como los 
que mejor generalizan en la clasificación de las rocas, fueron “rocas_
kkuuk-n” (Figura 3) y “rocas_kuuku-x” (Figura 4). 
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Tabla 2. Características de las etapas de entrenamiento de cada modelo. El signo 
positivo en las épocas indicas que son adicionales a las del modelo obtenido previo.

Etapa Modelo Épocas Dataset Aumento 
de datos

YO-
LOv8n-seg

1 rocas_k-n +100 Kaggle No
2 rocas_kk-n +60 Kaggle Si
3 rocas_kku-n +103 UIS Si
4 rocas_kkuu-n +15 UIS No
5 rocas_kkuuk-n +15 Kaggle No
6 rocas_kkuuku-n +5 UIS No

YOLO-
v8x-seg

1 rocas_k-x +160 Kaggle Si
2 rocas_ku-x +103 UIS Si
3 rocas_kuu-x +15 UIS No
4 rocas_kuuk-x +15 Kaggle No
5 rocas_kuuku-x +5 UIS No

Tabla 3. Matriz de Confusión Normalizada, con las etiquetas verdaderas para seis 
modelos entrenados, usando YOLOv8n. Celdas en color celeste valores normalizados 

entre 0,25 y 0,50, celdas en verde valores normalizados mayores o iguales a 0,50.

Modelo RI_true RM_true RS_true

rocas_k-n
RI_pred 0,62 0,48 0,38

RM_pred 0,07 0,19 0,02
RS_pred 0,31 0,33 0,60

rocas_kk-n
RI_pred 0,52 0,30 0,22

RM_pred 0,17 0,25 0,07
RS_pred 0,31 0,45 0,71

rocas_kku-n
RI_pred 0,83 0,47 0,62

RM_pred 0,10 0,53 0,22
RS_pred 0,07 0,00 0,16

rocas_kkuu-n
RI_pred 0,66 0,50 0,31

RM_pred 0,10 0,42 0,27
RS_pred 0,03 0,00 0,09

rocas_kkuuk-n
RI_pred 0,66 0,45 0,27

RM_pred 0,24 0,34 0,09
RS_pred 0,10 0,20 0,64

rocas_kkuuku-n
RI_pred 0,00 0,00 0,00

RM_pred 0,00 0,00 0,00
RS_pred 0,00 0,00 0,00
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Tabla 4. Matriz de Confusión Normalizada, con las etiquetas verdaderas para cinco 
modelos entrenados, usando YOLOv8x. Celdas en color celeste valores normalizados 

entre 0,25 y 0,50, celdas en verde valores normalizados mayores o iguales a 0,50.

Modelo RI_true RM_true RS_true

rocas_k-x
RI_pred 0,55 0,28 0,09

RM_pred 0,07 0,14 0,02
RS_pred 0,38 0,58 0,89

rocas_ku-x
RI_pred 0,86 0,41 0,49

RM_pred 0,14 0,56 0,38
RS_pred 0,00 0,03 0,13

rocas_kuu-x
RI_pred 0,72 0,36 0,47

RM_pred 0,24 0,61 0,27
RS_pred 0,03 0,03 0,24

rocas_kuuk-x
RI_pred 0,55 0,14 0,04

RM_pred 0,07 0,13 0,02
RS_pred 0,38 0,73 0,93

rocas_kuuku-x
RI_pred 0,62 0,22 0,18

RM_pred 0,10 0,38 0,04
RS_pred 0,24 0,41 0,76
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Figura 3. Validación final realizada al modelo “rocas_kkuuk-n” utilizando muestras 
de la Escuela de Geología de la UIS. En la parte superior, A) las etiquetas originales de 

roca ígnea (color rojo), sedimentaria (color naranja) y metamórfica (color rosado). 
En la parte inferior, B) la predicción realizada por el modelo. La muestra en la fila 3, 

columna 1, es un ejemplo de una muestra con una predicción o etiqueta doble.
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Figura 4. Validación final realizada al modelo “rocas_kuuku-x” utilizando muestras 
de la Escuela de Geología de la UIS. En la parte superior, A) las etiquetas originales de 

roca ígnea (color rojo), sedimentaria (color naranja) y metamórfica (color rosado). 
En la parte inferior, B) la predicción realizada por el modelo. La muestra en la fila 1, 

columna 2, es un ejemplo de una muestra con una predicción o etiqueta doble.
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Como se planteó para este trabajo, se pueden seleccionar 
modelos específicos como punto de partida para futuros proyectos. 
Por ejemplo, si se desea entrenar modelos que consideren solo rocas 
ígneas, se podrían utilizar los modelos “rocas_kku-n” y “rocas_ku-
x”, los cuales lograron una precisión superior al 80% en la etapa de 
validación. De manera similar, el modelo que obtuvo el mayor acierto 
en la identificación de rocas metamórficas fue “rocas_kuu-x”, con un 
61%. Para la identificación de rocas sedimentarias, el modelo “rocas_
kuuk-x” logró un porcentaje de acierto del 93%. Dependiendo de 
los objetivos de futuros proyectos, se podría seleccionar un modelo 
específico con mayores puntajes en una de las categorías de rocas o 
una combinación balanceada de los mismos.

Los modelos de YOLOv8 están diseñados para generar 
valores entre 0,0 y 1,0 para cada categoría, lo que representan la 
probabilidad o porcentaje de confiabilidad de la etiqueta asignada. 
En este caso, se puede obtener la probabilidad de que cada muestra 
pertenezca a uno de los tres tipos de roca, siendo la etiqueta con 
el valor más alto, la considerada como la predicción del modelo. 
Sin embargo, también se puede permitir al modelo que presente 
más de una etiqueta si el porcentaje supera un umbral específico. 
Durante la etapa de validación se observó que en algunas muestras 
el modelo devolvía más de una etiqueta (Figura 4), por lo que, en 
procesos de automatización, se puede considerar esta posibilidad 
para una posterior verificación de resultados por control 
humano, lo que puede mejorar la precisión y confiabilidad de las 
predicciones del modelo.

Los modelos de CNN, implementados para el reconocimiento 
litológico, pueden identificar el tipo de roca con imágenes 
incompletas o complejas, lo que demuestra la robustez y 
capacidad de generalización de las CNN (Liu et al., 2020). Entre las 
consideraciones de los modelos está la posibilidad de que un usuario 
de un modelo de CNN ingrese una imagen que no corresponda 
directamente al objetivo del modelo, como podría ser una imagen 
de un mineral (Figura 5). En tal caso, el modelo podría asignar una 
etiqueta en las tres categorías de roca, lo cual no sería estrictamente 
correcto. Por esta razón, es crucial ingresar únicamente las imágenes 
correspondientes o incluir nuevas categorías en el modelo. Para 
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abordar esta situación, lo más recomendable es reentrenar un 
modelo para que considere minerales en su clasificación. Siguiendo 
esta misma idea, los modelos entrenados pueden recibir imágenes 
de un afloramiento (Figura 6, Figura 7) y dependiendo de la calidad 
de la imagen, podría ser posible clasificar el afloramiento en un tipo 
de roca específico, pero es más conveniente que los modelos sean 
entrenados para que además analicen específicamente las imágenes 
de afloramientos.

Figura 5. Ejemplo de A) una imagen correspondiente a un mineral de azufre y B) la 
respectiva predicción utilizando el modelo “rocas_kkuuk-n”.
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Figura 6. Ejemplo de A) una imagen asociada a un afloramiento de roca 
sedimentaria y B) la predicción utilizando el modelo “rocas_kkuuk-n”.
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Figura 7. Ejemplo de A) una imagen asociada a un afloramiento de roca 
metamórfica y B) la predicción utilizando el modelo “rocas_kkuuk-n”.

Para el despliegue o puesta en producción de un modelo, es necesario 
llevarlo a diferentes plataformas y cambiar su formato de salida 
según las necesidades del sistema. Otra de las bondades de utilizar 
estos modelos es que Ultralytics (Jocher et al., 2023) ofrece diferentes 
formatos para exportar los modelos basados en YOLOv8, lo que 
permite realizar modificaciones adicionales en la estructura del 
modelo, como ajustar el número de capas incluyendo o retirando las 
mismas en librerías externas, por ejemplo, TensorFlow (Abadi et al., 
2015). Esta opción brinda flexibilidad para adaptar, de ser requerido, 
el modelo a diferentes entornos y requerimientos específicos de 
la aplicación en producción. Adicionalmente, a la fecha YOLOv8 
redimensiona las imágenes a 640x640 píxeles, lo que permite que 
entradas de mayor tamaño se puedan realizar en librerías externas.

El beneficio del Transfer Learning radica en la capacidad de 
tomar un modelo previamente entrenado y luego reentrenarlo, 
lo que puede reducir significativamente las épocas o el tiempo 
necesario para entrenar nuevos modelos. Esto es posible porque 
muchas características de la imagen ya están extraídas en el modelo 
previo, permitiendo que, con mayor eficiencia, el nuevo modelo se 
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enfoque en aprender las específicas del nuevo conjunto de datos. Esto 
proporciona una precisión de clasificación razonable incluso con un 
conjunto de reentrenamiento de baja cantidad (Hussain et al., 2019).

Una de las modificaciones posibles es eliminar la capa final del 
modelo previamente entrenado, lo que permite adaptar el modelo 
de manera más efectiva a la tarea específica de clasificación de 
rocas. Para datasets de baja cantidad, como las muestras de la UIS 
utilizadas en este trabajo, el aumento de datos manual es de gran 
utilidad. Adicionalmente, se pueden incluir otras modificaciones 
controladas para incrementar la variedad del dataset, por ejemplo, 
probar estrategias como: (i) rotar las muestras o cambiar la 
perspectiva desde la cual se toma la foto, lo que resulta en imágenes 
de entrenamiento diferentes; (ii) mezclar diferentes muestras en una 
misma imagen, lo que puede ayudar a entrenar un modelo para que 
generalice adecuadamente; (iii) variar el fondo de la muestra, es una 
modificación que se puede realizar de manera manual y controlada. 
Estos cambios ayudan a incrementar el dataset, mejorar la robustez y 
capacidad de generalización del modelo.

La librería de Ultralytics ofrece varias técnicas de aumento 
de datos, como la rotación de las imágenes, recortes, mezcla de 
imágenes, eliminación de pixeles, entre otras. Es importante realizar 
estas modificaciones de manera controlada para no comprometer 
la calidad de la imagen hasta el punto de que ni siquiera de parte de 
profesionales de la geología pueda ser clasificada correctamente.

Todas las consideraciones mencionadas y previas al 
entrenamiento son importantes para integrar el modelo en 
sistemas que requieren un tamaño específico de imagen de 
entrada. Esto asegura una compatibilidad adecuada y un 
rendimiento óptimo del modelo en producción, garantizando que 
las imágenes procesadas cumplan con los requisitos necesarios 
para una clasificación precisa y eficiente. 

El uso de CNN puede resultar útil en los sistemas de registro de 
clases, implementaciones del sistema en un servidor web o Internet 
de las cosas (IoT) (Hussain et al., 2019). Todavía hay margen para 
mejorar los resultados para proyectos más especializados, mediante 
la implementación de modelos con un mayor número de capas, un 
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aumento en las épocas de entrenamiento y la realización de pruebas 
con conjuntos de datos más extensos y específicos. Uno de los 
proyectos más cercanos es la utilización y alimentación continua de un 
modelo con las muestras que ingresan a un catálogo de una institución 
provenientes de las diferentes salidas de campo, incluyendo nuevas 
etiquetas para los respectivos tipos de clasificación. Este proyecto 
permitirá no solo mejorar la precisión del modelo, sino mantenerlo 
actualizado con nuevas variaciones y tipos de rocas, asegurando así 
su relevancia y aplicabilidad en investigaciones geocientíficas futuras. 
Es importante recordar que las tareas de entrenamiento de modelos 
de CNN requieren tiempo y recursos significativos, especialmente en 
la etapa de etiquetado y verificación de las imágenes utilizadas para el 
entrenamiento del modelo.

4. Conclusiones

La implementación de diferentes etapas de entrenamiento, que 
incluyen imágenes de rocas de Kaggle y del catálogo de la UIS, 
permite variar la diversidad de condiciones y calidad de las imágenes. 
Iniciar con el catálogo de Kaggle proporciona una base generalizada, 
mientras que el uso del catálogo de la UIS tiene como objetivo refinar 
el modelo y adaptarlo a muestras de roca más detalladas. Esto resalta 
la importancia de adaptar las estrategias de entrenamiento a las 
características específicas de los datos disponibles, incluyendo la 
posibilidad de aumentar los datos de forma manual o automática 
utilizando las herramientas disponibles en las bibliotecas de 
entrenamiento.

El reentrenamiento facilita la generación de nuevos modelos 
al requerir menos iteraciones. En este trabajo se lograron generar 
once modelos, dos de los cuales fueron “rocas_kkuuk-n” y “rocas_
kuuku-x”, con valores mayores al 30% en la diagonal de las matrices 
de confusión que pueden ser considerados como los que generalizan 
mejor en la clasificación de las rocas. Aun así, los modelos “rocas_
kku-n” y “rocas_ku-x” lograron una precisión superior al 80% en 
la etapa de validación para la identificación de rocas ígneas. Para 
la identificación de rocas sedimentarias, el modelo “rocas_kuuk-x” 
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logró un porcentaje de acierto del 93%. El modelo “rocas_kuu-x” 
obtuvo el mayor acierto en la identificación de rocas metamórficas 
con un 61%. Estos modelos pueden ser la base para desarrollar 
otros más complejos o específicos, lo cual se puede lograr agregando 
nuevas capas o realizando otras modificaciones a la estructura de 
la CNN, adaptando así los modelos a las necesidades particulares 
de cada proyecto. En el siguiente enlace de Drive se disponen 
los once modelos generados: https://drive.google.com/drive/
folders/1u9ZhHxB7W6h5A4b4G3sV5qoR2HdmLrVd?usp=sharing. 
Para conocer parte del código se puede consultar el repositorio de 
Github: https://github.com/sergioGarcia91/YOLO_Rocas.

De los once modelos generados, el único que no logró 
predecir correctamente en el entrenamiento ni en la validación 
fue “rocas_kkuuku-n”. Esto lleva a subrayar la importancia de 
mantener un control iterativo y almacenar diferentes versiones del 
modelo para abordar discrepancias inesperadas en el desempeño. 
Aunque los modelos no fueron entrenados utilizando imágenes de 
afloramientos, en algunos casos fue posible estimar el tipo de roca 
al que pertenecen los afloramientos. Así se resalta la capacidad 
de estos modelos para extraer características básicas. Con 
entrenamientos adicionales, utilizando catálogos más específicos, 
se puede mejorar significativamente el rendimiento de los modelos, 
para que requieran una menor cantidad de épocas, sobre todo si 
se compara con el entrenamiento desde cero con un modelo no 
especializado en geociencias.

La validación realizada mediante la matriz de confusión 
normalizada permitió identificar de manera simple los modelos 
con mayores fortalezas en la identificación de un tipo de rocas. El 
proceso de ajuste, validación y eventual despliegue de estos modelos 
requiere consideraciones cuidadosas en términos de recursos 
computacionales, eficiencia y adaptabilidad de las plataformas de 
producción. Los modelos más complejos, con una mayor cantidad 
de parámetros, implican un mayor poder de cómputo y tiempos de 
entrenamiento más largos, pero que pueden estar disponibles en las 
instituciones educativas para estos fines. 

https://drive.google.com/drive/folders/1u9ZhHxB7W6h5A4b4G3sV5qoR2HdmLrVd?usp=sharing
https://drive.google.com/drive/folders/1u9ZhHxB7W6h5A4b4G3sV5qoR2HdmLrVd?usp=sharing
https://github.com/sergioGarcia91/YOLO_Rocas
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