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Deteccion en tiempo real de fibrilacion
auricular en computador de placa
reducida

5o JuAN CARLOS MAYA GONZALEZ!

1. Escuela Colombiana de Ingenieria Julio Garavito

Resumen

El desarrollo de dispositivos portables, que permita la deteccién en tiempo real de
fibrilacién auricular, requiere la implementacién de algoritmos de reconocimiento
automatico de patrones con la metodologia adecuada para su ejecucién en sistemas
embebidos. En el presente articulo se expone la implementacién de una red neuronal
artificial (ANN), una maquina de soporte vectorial (SVM) y un algoritmo de K vecinos mas
cercanos (KNN) en un computador de placa reducida para asi comparar su desempefio

en cuanto a la capacidad de deteccion de esta arritmia y el tiempo de respuesta

asociado en su ejecucion en tiempo real. La base de datos MIT-BIH AFIB es usada para el
entrenamiento y validacion de los algoritmos previa extraccién de parametros asociados
a la transformada wavelet estacionaria. Se encontraron resultados entre el 92% y 97%
para la sensibilidad y especificidad de los algoritmos mencionados y tiempos de respuesta
variados entre 6 sy 7,1 s.

Palabras clave: Computador de placa reducida, fibrilacién auricular, K vecinos mas cercanos
(KNN), red neuronal artificial (ANN), maquina de soporte vectorial (SVM), Transformada
Wavelet Estacionaria.

Real-time detection of atrial
fibrillation on single board computer

Abstract

Development of portable devices, that allows real-time detection of atrial fibrillation,
requires the implementation of automatic pattern recognition algorithms and an
appropriate methodology for their execution in embedded systems. In the present article,
the performances of an artificial neural network, a machine vector support, a k-nearest
neighbors algorithm and a hybrid classifier implemented on a single-board computer,
were compared in terms of detection capacity of arrhythmia and time response associated
with real-time execution. The MIT-BIH AFIB database was used to train and validate

the algorithms. In advance, the extraction of parameters associated with the stationary
wavelet transform was developed. Results between 92 % and 97 % for sensitivity and
specificity, and time responses between 6 s and 7.1 s were found in this research.

Key Words: Atrial fibrillation, artificial neural network (ANN), hybrid classifier, k-nearest
neighbors algorithm (KNN), single-board computer, support vector machine (SVM), static
wavelet transform.
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1. Introduccion

La fibrilacion auricular es una arritmia cardiaca que resulta ser la mas frecuente en el ser
humano. El 1% de la poblacion general y hasta 10% de mayores de 80 aflos la padece [1]. De
hecho, con el aumento de la expectativa de vida, esta arritmia se estd convirtiendo en una de
las enfermedades de mayor prevalencia [2] [3] y con muy elevados gastos para los sistemas
de salud (en paises desarrollados se le atribuye un gasto del 2.5% de los gastos generales) [1].

En la fibrilacion auricular, las auriculas son excitadas aleatoriamente y eventualmente
se anula el impulso generado por el nodo sinoatrial (en la fig. 1 se presenta su trazado
electrocardiografico). Como consecuencia, el corazoén presenta un progresivo déficit de
bombeo de sangre, incrementando el riesgo de un infarto hasta cuatro veces [4], de hecho
“se calcula que el 15% de los eventos cerebro-vasculares se atribuyen a esta arritmia, los
cuales son mas graves o discapacitantes que los no relacionados con ella” [5] lo que aumenta
la probabilidad de muerte o invalidez de la poblacion afectada [6]. Para algunas personas la
arritmia se presenta continuamente, y para otras, el ritmo normal puede suceder después de
cierto tiempo (tiempos tan variados como arritmias de apenas un segundo a dias) [6].

Fig. 1. Comparativo electrocardiografico entre un ritmo sinusal y uno con fibrilacién auricular,

segun la lectura del archivo 4048 de la base de datos MIT-BIH AFIB encontrada en [7].
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De ahi que sus altos niveles de incidencia a nivel mundial generen un interés particular
en el desarrollo de tecnologias para su diagndstico [1]. Sin embargo, su dificil deteccion en
algunos casos, y la ocurrencia asintomatica en otros, son algunas de las problematicas que
enfrenta el desarrollo de tecnologias para su diagndstico oportuno.

Actualmente, en cuanto a las herramientas tecnoldgicas para el diagndstico de esta
arritmia se cuenta con equipos de electrocardiografia que si bien resultan ser la herramienta
mas asequible para el paciente, son insuficientes en el manejo clinico de pacientes con
fibrilacion auricular, dado el caricter asintomatico y paroxistico de esta arritmia [1]. Por
otra parte, el equipo Holter permite monitorizar al paciente por medio de 3 a 5 electrodos,
durante un periodo de uno a dos dias; terminado este tiempo, en el que el paciente
sigue su rutina diaria normal, se transfieren los datos a un computador de escritorio y el
especialista realiza el analisis manual de la informacion recogida. Esta monitorizacion ofrece
una mayor sensibilidad de diagnostico, del 15 al 28% frente a la casi nula con el uso de
electrocardiograma convencional [2]. Sin embargo, hay un gran nimero de pacientes con
periodicidad de ocurrencia de la afeccion mayor a 24 o 72 horas [5].

Como alternativa a la monitorizacion Holter, los monitores externos de eventos pueden
usarse por un tiempo mucho mas prolongado de hasta cuatro semanas [2]. Adicionalmente, con
la inclusion de un marcador de eventos que reconoce y graba automaticamente las arritmias
presentadas, hay mayor probabilidad de que el especialista pueda detectarlas y analizarlas,
pues hay periodos cortos de tiempo que analizar prioritariamente [9]. Comparando el equipo
Holter con el monitor externo de eventos, [2] establece una mejora de la sensibilidad de este
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ultimo en la deteccion general de arritmias con valores de hasta el 63%, comparado con el
28% del examen Holter.

Pese a la mayor capacidad de diagndstico de los monitores externos de eventos, su uso
no resulta tan comin como las demas tecnologias [5], en gran parte por los altos costos de
estos equipos [10] [11] que requieren gran capacidad para la deteccion automatica de la
arritmia con tiempos de respuesta cortos [6] y disponibilidad de gran cantidad de memoria
para el almacenamiento de datos [4]. Al respecto del tiempo de respuesta, sobre todo en
pacientes con posible toxicidad de farmacos antiarritmicos se requiere el acceso inmediato
a los datos [10] . Adicionalmente, en [8] y [12] se recalca que entre algunos parametros
importantes a obtener de la monitorizacion, esta la duracion precisa de la fibrilacion y la
densidad de las arritmias en un periodo de tiempo .

En [13] se resalta que diferentes herramientas computacionales o algoritmos para la
deteccion de fibrilacion auricular pueden estar limitadas en su ejecucion en computadores de
escritorio, en la medida que su implementacion en plataformas portatiles o moviles pueden
no presentar resultados satisfactorios en el tiempo de ejecucion, de ahi que no se cuente con
numerosas investigaciones dedicadas al estudio de posibles soluciones para la deteccion de
fibrilacion auricular en sistemas embebidos. Para el reconocimiento automatico de fibrilacion
atrial en sistemas embebidos, se requieren mayores prestaciones en hardware en la medida
de la demanda de alta exactitud y tiempos de ejecucion cortos. Por un lado se requiere un
alto grado de certeza en el la deteccion de la fibrilacion auricular, y por otro, se requiere una
velocidad de procesamiento adecuada.

Un computador de placareducida, por su bajo tamano y gran capacidad de procesamiento,
puede utilizarse para la implementacion de sistemas embebidos portables como en el caso
de un Monitor Externo de Eventos Automadtico, y los recursos con los que actualmente se
fabrican, hacen suponer un adecuado desempeiio de los diferentes algoritmos mencionados
para la deteccion automatica de la arritmia tanto en su capacidad de reconocimiento como
en su tiempo de respuesta, variables esenciales en la propuesta de un equipo biomédico
practico [14].

Entre los algoritmos més utilizados en el reconocimiento automatico de fibrilacion
auricular se encuentran: k vecinos mas cercanos (KNN), redes neuronales artificiales (ANN),
y maquinas de soporte vectorial (SVM) [6]. En la presente investigacion se implementan
estos algoritmos en un computador de placa reducida para realizar su evaluacion en cuanto a
capacidad de deteccion de fibrilacion auricular y tiempo de respuesta.

Las secciones que a continuacion se presentan se encuentran organizadas de la siguiente
manera: en la seccion 2 se realiza una descripcion de la base de datos de electrocardiografia
usada para la implementacion y validacion del sistema propuesto, se presenta adicionalmente
el hardware utilizado como sistema embebido; en la seccion 3 se presenta la descripcion de
las diferentes herramientas matematicas para el reconocimiento automatico de fibrilacion
auricular y su implementacion en el computador de placa reducida; en la seccion 4 se
presenta la evaluacion realizada a los diferentes algoritmos de reconocimiento automatico
en cuanto a capacidad de deteccion de fibrilacion auricular y tiempo de respuesta; para por
ultimo, en la seccion 5 presentar las conclusiones mas relevantes del estudio realizado.
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2. Materiales

Para la evaluacion de desempenio de los algoritmos de reconocimiento automatico de patrones
en la deteccion de fibrilacion auricular en computador de placa reducida se propone el uso
de la base de datos MIT-BIH AFIB (encontrada en [7]). Base de datos de uso generalizado
en investigaciones afines y que contiene 23 registros de electrocardiografia de pacientes que
presentan fibrilacion auricular, con una frecuencia de muestreo de 250 Hz, a una resolucion
de 12 bits y un rango de +/-10 mV. Cada registro tiene una duracion de 10 horas, en total se
incluyen 291 episodios de fibrilacién auricular con un tiempo promedio de 115 segundos,
y 344 episodios de otros ritmos cardiacos [3]. Estos episodios se encuentran marcados, con
anotaciones en tiempos especificos seglin revisiones previas de especialistas creadores de
la base de datos; en la fig. 1 se representa un ejemplo de un archivo de la base de datos con
la anotacion respectiva en la medida que la sefial cardiaca cambia llegando el segundo 5 de
ritmo normal a ritmo con fibrilacion auricular.

El sistema a utilizar consta de un computador de placa reducida Raspberry Pi 2
(que cuenta con un procesador quad-core ARM Cortex-A7, 1 GB de memoria RAM y
puertos digitales para comunicacion con diferentes periféricos [15]). En ¢él se realiza
el preprocesamiento, la extraccion de caracteristicas y el reconocimiento automatico
de fibrilacion auricular de sefales tanto guardadas en memoria como provenientes
del modulo andlogo digital externo ADS1115 (conversor con resolucion de 16 bits y
frecuencia de muestreo de 860 Hz) conectado via I12C y que permite adquirir la sefial a
analizar preveniente de un generador de sefiales. Una vez los algoritmos son ejecutados,
la informacion es almacenada en memoria y es presentada en una pantalla TouchScreen
referencia ADAFR-2097 para visualizar tanto la sefal analizada como el resultado de su
analisis. En la figura fig. 2 se representa el hardware implementado.

Computador de placa reducida con pantalla tactil y modulo analogo digital para la
lectura y clasificacion de sefales electrocardiogréficas.

Generador de Conversor andlogo Computador de placa Pantalla Tactil
sefiales digital Ads115 reducida Raspberry pi2 Adafr 2097
3. Metodos

Unavezlaseal de electrocardiografia es adquirida, se puede procesar computacionalmente
para detectar automaticamente si presenta o no algun tipo de arritmia, en nuestro caso de
estudio, fibrilacion auricular (segun recomendacion de [3] y propuesta de [13], la sefial
es procesada en ventanas de 10 segundos). Para ello, deben extraerse de la sefial ciertas
caracteristicas que permitan distinguir facilmente y con el mayor nivel de generalizacion
posible, la presencia o no de la arritmia. Una vez establecidas las caracteristicas, el paso
siguiente es aplicar un algoritmo de reconocimiento automatico de patrones que las
categorice como pertenecientes a una sefial con o sin fibrilacion auricular, ver fig. 3. Asi,
los algoritmos se dividen en dos etapas fundamentales, por un lado el preprocesamiento y
la extraccion de caracteristicas, y por otro, los algoritmos de reconocimiento automatico
de patrones.

Revista EBA | httpsy/doi.org/10.24050/reia.v19i38.1565



Juan Carlos Maya Gonzalez

Universidad EIA / Rev.EIA.Univ.EIA

A partir de los requerimientos de diseflo en cuanto a deteccion de velocidad de rotacion
de la cabeza, angulo total de recorrido, deteccion de movimiento de la cabeza por flexion e
inclinacion; el prototipo planteado despliega el test de agudeza visual dindmica garantizando
el test en un solo plano o eje de rotacion con la velocidad y angulo establecido previamente
en la aplicacion.

Fig. 3. Estructura general de sistema de reconocimiento de fibrilacién auricular.
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La metodologia para la implementacién del sistema final para el reconocimiento
automatico de fibrilacion auricular consisti6é en el trabajo previo en computador personal
para realizar la lectura de la base de datos MIT-BIH AFIB anteriormente presentada,
determinar las caracteristicas a extraer de las sefiales y entrenar los algoritmos con ayuda
de los paquetes de procesamiento de sefiales y aprendizaje automatico de Matlab y Python.
Como resultado, se establecen concretamente las funciones matematicas para la extraccion de
caracteristicas y las matrices o modelos entrenados que configuran los diferentes algoritmos
de reconocimiento automatico a implementar en el computador de placa reducida.

Tanto las funciones para extraer las caracteristicas de la sefial de ECG a leer en el
sistema propuesto, como la lectura de las matrices o modelos entrenados de los algoritmos
son implementadas en el computador de placa reducida para asi evaluar su desempefo en
cuanto a capacidad de deteccion de fibrilacion auricular y tiempo de respuestas asociado.

Enlafig. 4 se presentan las diferentes etapas que componen el sistema de reconocimiento
automatico de fibrilacion auricular propuesto, éstas se describen con mayor detalle en las
siguientes subsecciones.

Fig. 4. Estructura general de sistema de reconocimiento de fibrilacion auricular. Las etapas
color naranja corresponden a algoritmos implementados en el computador de placa reducida

que requieren, en algunos casos, datos de entradas adicionales seguin trabajos previos de
entrenamiento en un computador personal (recuadros en verde); los nimeros sobre las flechas
representan la cantidad de datos involucrados seguin ejecucién de la etapa previa.
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3.1. Preprocesamiento

Como primera etapa, realizando la lectura de la fig. 4 de izquierda a derecha, la sefial de
electrocardiografia es adquirida por dos posibles canales, uno segiin la lectura de senales
en archivos guardados en memoria y otro segin la adquisicién de la sefal entregada por
un generador de sefiales. La lectura de los ficheros guardados en memoria permite analizar
las 28580 sefiales de validacion para realizar la estimacion estadistica de la capacidad de
deteccion del sistema propuesto (sensibilidad y especificidad), mientras que la adquisicion de
la sefal entregada por el generador de sefiales permite la estimacion de tiempo de respuesta.

En cuanto al preprocesamiento, con el fin de eliminar ruidos en la se sefial
electrocardiografica, entre los que se encuentran: ruidos de contacto de electrodos, artefactos
musculares, interferencia de linea, variaciones en linea de base, ruidos asociados al dispositivo
de captura, entre otros [16], el sistema filtra sefiales que presentan frecuencias inferiores a los
0,05 Hz y superiores a los 40 Hz. Lo anterior como se plantea en [13], teniendo en cuenta que
de hecho la actividad atrial usualmente ocurre entre las frecuencias de 4 a 9 Hz [3].

3.2. Extraccion de caracteristicas

En cuanto a los métodos lineales de extraccion de caracteristicas, las estrategias mas
utilizadas tratan de analizar los intervalos RR de la sefial ECG (picos mas altos en el trazado
segun la fig. 1) [17], informacion util por ejemplo resulta ser el promedio de la duracion
de estos intervalos y su desviacion estandar [17]. Adicionalmente, dado que la fibrilacion
auricular se presenta con variaciones en la onda P, también existen algoritmos que incluyen
la deteccion y analisis esta onda [18]. De hecho, es comtin encontrar dispositivos comerciales
que realizan este tipo de extraccion de caracteristica [4] [19].

El andlisis temporal de la sefial de electrocardiografia presenta sin embargo un mayor
reto para la adecuada deteccion de fibrilacion auricular por la obligada deteccion eficaz de
las ondas R y P, dado que por ejemplo las ondas P son muy propensas a contaminacion con
sefiales de movimientos y artefactos, y de hecho, su no deteccion degrada por completo
la deteccion de la arritmia [6]. Aqui hay un esfuerzo mayor por depurar el algoritmo de
deteccion de picos que a su vez son propensos a ruido y errores de procesamiento [3].

Por otro lado, la caracterizacion en frecuencia de la seial ECG también es una alternativa
util, aqui se incluye el analisis de Fourier y el calculo de la densidad espectral de potencia.
Si bien este método cuenta con una buena resolucion frecuencial, la incertidumbre en la
localizacion temporal de la energia resulta ser su principal desventaja [16].

Por tltimo, para suplir la falta de ubicacion temporal de las energias discriminadas
frecuencialmente, se plantean las representaciones tiempo-frecuencia, permitiendo, segin
una resolucion deseada, mediar entre la incertidumbre de frecuencia y la de la ubicacion
exacta. Al respecto, la transformada Wavelet discreta ha tomado mayor popularidad en
cuanto a que permite la descomposicion en niveles de escala diferentes (el inverso de la
frecuencia) de la sefial, a lo largo del tiempo [17]. Esta transformada representa una sefal
en una secuencia de coeficientes basados en bases ortogonales ¥ de ondas finitas (wavelet
madre, trasladada (7) y escalada en el tiempo(s)). Como en la ecuacion 1, se define la
transformada wavelet para sefiales discretas como la correlacion entre la sefial y la funcién
¥ escalada y trasladada en el tiempo [20].

(W, fl(s,0)=AX2y (5,0f() ()
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3.3. Implementacion extraccion de caracteristicas

Con base en las investigaciones de [3], se estudidé como estrategia de extraccion de
caracteristicas, la implementacion de los algoritmos de Transformada Wavelet Estacionaria
hasta el nivel 7 y sobre cada una de las sub bandas, el calculo de la densidad espectral
de potencia. Esta informacion, que incluye 903 datos por cada sefial analizada (como lo
representa la fig. 4) debe ingresarse a un algoritmo de analisis de componentes principales
que permita disminuir la cantidad de datos y por ende el facil entrenamiento y uso de los
algoritmos siguientes de reconocimiento automatico de patrones. Como lo representa la
misma figura, en trabajos preliminares en computador personal, se determiné la matriz de
reduccion de caracteristicas que es leida como un archivo .csv por el computador de placa
reducida para asi disminuir el nimero de variables a 20.

Hasta aqui, en el computador de placa reducida se implementan las funciones que
permiten el filtrado adecuado de la sefal y la extraccion de caracteristicas (densidad
espectral de potencia de las 7 sub bandas segin descomposicion wavelet); para por Gltimo,
mediante el uso de la matriz de reduccion de caracteristicas previamente guardada en la
memoria, disminuir el nimero de caracteristicas que ingresan a los diferentes algoritmos
de reconocimiento automatico de patrones que van a ser evaluados segun su previo
entrenamiento. Las funciones de filtrado, extraccion de caracteristicas y reduccion de
dimension se logran haciendo uso de las librerias numpy y scipy de Python.

3.4. Algoritmos de reconocimiento automdtico de patrones

Una vez extraidas las caracteristicas, es posible aplicar un algoritmo de reconocimiento
automatico de patrones que previamente entrenado sepa distinguir entre caracteristicas
procedentes de una sefial con o sin fibrilacion auricular.

En general, los algoritmos de reconocimiento automatico de patrones utilizan en
primera instancia un conjunto de datos para su entrenamiento y otro para su validacion,
ambos provenientes generalmente de bases de datos con alto grado de aceptacion cientifica.
De la lectura de los 23 archivos de 10 horas cada uno de la base de datos MIT-BIH AFIB, y
considerando las observaciones adicionales que acompafian la coleccion de los archivos en
relacion con la ausencia de algunos paquetes de datos, se extrajeron 33625 senales, cada una
relacionado con la lectura de 10 segundos de informacion (2500 muestras). Este conjunto de
datos se dividi6 aleatoriamente en dos subconjuntos: uno representando al 85% de la base de
datos para el entrenamiento de los algoritmos, y el otro al 15% restante para la validacion y
caracterizacion de desempefio de los algoritmos.

El conjunto de entrenamiento resultante estd compuesto por 19317 sefiales sin fibrilacion
auricular y 9263 sefiales con fibrilacion auricular; mientras que para el caso del conjunto de
validacion se cuenta con 3410 sefiales con fibrilacion auricular y 1635 muestras catalogadas
como sin fibrilacion auricular. En la fig. 5 se ilustra la particion de la base de datos.
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Fig. 5. Estructura general de sistema de reconocimiento de fibrilacién auricular.
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Con el conjunto de datos de entrenamiento, es posible caracterizar el algoritmo de
reconocimiento de patrones que maximice la discriminacion entre las categorias a clasificar.
Y una vez entrenado, conviene especificar las medidas de su desempefio estadistico en cuanto
a su respuesta para la clasificacion de nuevas senales (datos del conjunto de validacion).
Aqui es importante recalcar que este conjunto de datos no ha sido usado en ninguna medida
en el proceso de entrenamiento, e incluye su categorizacion clara segun criterio cientifico, en
nuestro caso el concepto médico. Este conjunto incluye P muestras con fibrilacion auricular
(muestras positivos) y N muestras sin ella (muestras negativas).

Entre los parametros mas usados para caracterizar el desempefio se encuentran la
sensibilidad, y especificidad. Si el algoritmo clasificador clasifica adecuadamente 7P
fibrilaciones auriculares (verdaderos positivos), la sensibilidad puede expresarse como
en la ecuacion 2, siendo FN el nimero de falsos negativos. Por otro lado, si se clasifican
adecuadamente 7N sefiales sin fibrilacion auricular (verdaderos negativos), la especificidad
puede expresarse como en la ecuacion 3, siendo 7N el numero de verdaderos negativos.

TPR=TP/(TP+FN) )
TNR=TN/(FP+TN) 3)

En cuanto a la velocidad o tiempo de respuesta del sistema en la deteccion de fibrilacion
auricular, es usual medir el tiempo de prediccion del algoritmo [20], estimado como el tiempo
de transicion (tiempo de espera para deteccion de cambios de sefial con o sin fibrilacion
atrial)[3].

En resumen, sensibilidad hace relacion a la medicion de la proporcion de positivos (en
nuestro caso, sefales con fibrilacion auricular) correctamente identificados; especificidad
mide la proporcion de negativos (sefiales sin fibrilacion auricular) que son correctamente
identificados como tal; y tiempo de respuesta hace referencia al tiempo que tarda un algoritmo
determinado en detectar una transicion a fibrilacion auricular.

3.4.1. |Redes neuronales

Su uso computacional pretende modelar el comportamiento del cerebro bioldgico mediante
la interconexidon de muchas neuronas para procesar informacion de entrada (caracteristicas)
y generar una salida (decision si las caracteristicas corresponden o no fibrilacion auricular).

Cada una de las neuronas corresponden a los puntos de unién donde se realizan las
sumas de la multiplicacion de cada entrada por un peso previamente establecido, el esquema
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se repite con nuevas capas aumentando la complejidad del algoritmo clasificador. En este
caso, previamente la red neuronal es entrenada para establecer el valor de cada uno de los
pesos, el entrenamiento se hace ajustando iterativamente los pesos segun la lectura de bases
de datos en los que se conoce a priori la presencia o no de la arritmia.

Para el caso de la red neuronal artificial a implementar en el computador de placa
reducida, dadas las recomendaciones de [17] y [22] en el entrenamiento con coeficientes
wavelet como caracteristicas para el reconocimiento de fibrilacion auricular, se escoge
como topologia una red neuronal feed-forward perceptrén con tres capas con funcion de
activacion sigmoidal; su funcion de transferencia se presenta en la ecuacion 4 con x el vector
de caracteristicas a analizar, /W'y bl los pesos de la capa oculta, y LW con b2 los pesos de
la capa de salida.

Sobre esta topologia segin los mismos autores, se procede a variar el nimero de
neuronas en la capa oculta para estimar la configuraciéon que maximice la capacidad de
respuesta del modelo; para cada una de las configuraciones se realiza la validacion cruzada
del modelo segun la lectura de las muestras en el conjunto de entrenamiento. Como resultado
de la mejor configuracion, se implementd finalmente una red con 10 neuronas en la capa
oculta y una neuronal en la capa de salida.

f(x)=sigmod(LW*sigmod((IW*x)+b1)+b2) @)

Las matrices que contienen los pesos de las diferentes neuronas LW, IW, b1 y b2, son
guardadas en archivos .csv con una precision de 9 cifras decimales para su almacenamiento
en la memoria del computador de placa reducida y su lectura al momento de ejecutar la red
neuronal. Los archivos generados ocupan 4 kbytes en memoria.

3.4.2. Mdquinas de soporte vectorial

Partiendo de un conjunto de muestras (en el espacio de caracteristicas) con o sin fibrilacion
auricular, éste modelo busca un hiperplano que separe todas las muestras en dos subespacios,
de tal modo que al tener un nuevo dato (vector caracteristicas), es posible determinar de
qué lado de la separacion se encuentra, y asi establecer si corresponde al subespacio con
fibrilacién auricular o sin ella. Adicionalmente, SVM procura establecer el mayor nivel
de margen entre las dos categorias a clasificar, la inclusion adicional de kérneles permite
implementar hiperplanos de separacién de mayor complejidad.

En la ecuacion 5 se presenta su funcion de clasificacion, siendo x el vector de
caracteristicas a clasificar; & la funcion kernel, b el margen de separacion, ; los coeficientes
de lagrange y x; el iésimo vector de soporte, estos pardmetros resultantes del proceso de
entrenamiento.

f)=2", o (k(x.xi)+b) ®)

Para la implementacién de la maquina de soporte vectorial, segiin la revision de [3],
quien utiliza como caracteristicas la densidad espectral de potencia de los coeficientes
wavelet, se parte de un kernel gausiano con valores = 0,0/ y C = 100.Y sobre estos valores
iniciales, se procede a realizar pruebas con distintos valores de y C (como lo sugieren
[17]). Los modelos son entrenados en el lenguaje de programaciéon de Python con ayuda
de la libreria Scikit-learn. Como resultado, se escogieron los pardmetros = 10y C =1
en la configuracion de la maquina de soporte vectorial con kernel gausiano, dado que
presentd mejores resultados. Como se trata aqui de exportar el modelo al computador de
placa reducida, conviene serializar el objeto y asi poder leerlo con el mismo paquete de
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librerias con el que se entrend. Al serializar el objeto, con la ayuda del paquete pickle, éste
se convierte en una cadena de bytes de bajo tamafio y rapida lectura. El fichero resultante del
modelo entrenado de la maquina de soporte vectorial corresponde a un archivo con extension
.pkl de 0,9 Mbytes, el fichero incluye los vectores soporte, el tipo de kernel utilizado y los
parametros correspondientes.

3.4.3. Kvecinos mds cercanos

Este clasificador, a diferencia de los anteriores, no requiere etapa de entrenamiento [23], y
estd basado en el andlisis de la distancia geométrica entre una nueva muestra y las demas
del conjunto de entrenamiento. Para ilustrar con un ejemplo, como se presenta en la fig.
6, un nuevo vector de caracteristicas es clasificado en una de las categorias, si al revisar
geométricamente un nimero determinado de vecinos, este se encuentra en una vecindad
mayoritaria de determinada categoria. Asi, el algoritmo incluye el calculo de las distancias y
el conteo de vecinos mas cercanos de cada categoria.

Fig. 6. K vecinos mas cercanos, tomado de [24], la nueva muestra (verde) se clasifica como roja.

Por ultimo, haciendo nuevamente uso de la liberia Scikit-learn de python, el clasificador
de K vecinos mas cercanos propuesto utiliza la distancia Euclidiana como medida de
similaridad [17]. Como se plantea en [17] se procede a variar el nimero de vecinos en el
modelo y comparar su precision mediante validacion cruzada. Como resultado, se escogi6 el
valor k = 10 como parametro, y una vez entrenado el modelo se procede a serializar el objeto,
generando un archivo de 9,6 Mb, valor superior al del tamafio de la maquina de soporte
vectorial y la red neuronal en la medida dado que aqui el archivo relaciona todos los vecinos,
es decir muestras en el espacio de caracteristicas, teniéndose en este caso un vector por cada
muestra del conjunto de entrenamiento de la base de datos.

El computador de placa reducida lee los archivos .csv con las matrices y los objetos
serializados en formato .pkl para configurar los modelos de clasificacion de fibrilacion
auricular previa extraccion de caracteristicas, como se ilustra en la fig. 4. Y una vez
implementado el sistema, es posible realizar la lectura de las sefiales del conjunto de datos
de validacion para asi caracterizar el desempefio de cada algoritmo.

4. Resultadosy discusion

En la fig. 7 se presenta el montaje final para la evaluacion de desempefio de los diferentes
algoritmos de reconocimiento automatico de fibrilacion auricular. E1 computador de placa
reducida permite la lectura tanto de ficheros guardados en memoria para la determinacion de
sensibilidad y especificidad, como de la sefial analoga proveniente del generador de senales
para la estimacion de tiempo de respuesta en la deteccion de fibrilacion auricular.
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Fig. 7. Montaje para la obtencién de resultados.

En cuanto a la capacidad para detectar las sefiales con o sin fibrilacion auricular,
se utilizan las ecuaciones de sensibilidad y especificidad 2 y 3. Estimativos segtn la
respuesta del sistema propuesto dado el analisis de cada una de las 5045 senales de
validacion, esta vez guardadas en memoria. Una vez realizada la lectura de todas las
sefiales de validacion, se contabilizaron para cada uno de los algoritmos (ANN, KNN y
SVM) el ntimero de verdaderos positivos, verdaderos negativos, falsos positivos y falsos
negativos. En la tabla 1 se presentan los valores de sensibilidad y especificidad para
cada uno de los algoritmos planteados.

Tabla. 1. Resultados Sensibilidad y Especificidad algoritmos implementados.

Algoritmo Sn Sp
Red Neuronal 91,9% 96,8%
Mdquina de soporte vectorial 94,5% 97,5%
K vecinos mds cercanos 95,8% 96,6%

En general el algoritmo que presentd mejor desempefio en la deteccion de fibrilacion
auricular fue el de k vecinos mas cercanos, seguido por el de maquina de soporte vectorial y
por ultimo la red neuronal. Lo anterior en cuanto a la deteccion tanto de sefial con fibrilacion
auricular como de sefiales sin fibrilacién auricular.

Los resultados encontrados son superiores a diversas investigaciones que utilizan
también una ventana de trabajo corta como la utilizada en la presente investigacion [25] [26].
Aunque existen investigaciones que documentan resultados aun superiores a los presentados
en el presente trabajo [3], en ellas no se documentan especificamente el tratamiento, seleccion
u omision de sefiales que se realiza con la base de datos.

En cuanto a la revision del tiempo de computo requerido para la ejecucion de los
diferentes algoritmos, se encontrd que todos los algoritmos tardaron en el computador de
placa reducida 0,7 s antes de procesar los nuevos datos que esperan a su procesamiento
en tiempo real. Y de este tiempo de computo se encontrd que el 95% corresponde a las
lineas de codigo destinadas a la extraccion de caracteristicas y el restante a la evaluacion
de los modelos sea ANN, SVM o KNN. Por lo que, pese a que algunos modelos pueden
resultar mas complejos en su uso computacional (por ejemplo KNN), su uso no representa
una contribucion representativa en el tiempo de computo final.

11
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Tabla. 2. Tiempos de computo de algoritmos implementados.

Algoritmo Tiempo de computo
Extraccion de caracteristicas 0,667 s
Red Neuronal 0,027 s
Mdquina de soporte vectorial 0,037 s
K vecinos mds cercanos 0.067 s

Por otra parte, para la evaluacion del tiempo de respuesta de los algoritmos en
computador de placa reducida para la deteccion en tiempo real de fibrilacion auricular, se
realiza la lectura de sefial andloga por medio del modulo conversor andlogo digital conectado
via serial al computador de placa reducida, la sefial que ingresa al sistema es la suministrada
por un generador de sefiales que tiene almacenados los segmentos de fibrilacion auricular
precedidos por senales sin esta arritmia. De modo que ante cada cambio de sefal se calcula
su tiempo de respuesta, previa sincronizacion de las medidas realizadas. En la tabla 3 se
presentan los resultados obtenidos para los diferentes algoritmos. En general los algoritmos
detectan fibrilacion auricular después de un tiempo cercano a la longitud de la ventana
escogida para el entrenamiento y ejecucion de la aplicacion (10 s), y la varianza presenta
valores elevados en la medida que los algoritmos no solo fueron entrenados con los cambios
de seiial sin fibrilacion auricular a sefiales con ella, si no que por la naturaleza de la base de
datos utilizada se present6 un mayor entrenamiento con intervalos no relacionados con dicha
transicion (hay muchas méas muestras con fibrilacion sostenida que paroxismal).

Tabla. 3. Resultados Sensibilidad y Especificidad algoritmos implementados.

Algoritmo Media Varianza
Red Neuronal 7,12s 12,08 s
Maquina de soporte vectorial 6,17 s 10,08 s
K vecinos mas cercanos 6,05s 8,36s

5. CONCLUSIONES

La extraccion de caracteristicas en el dominio tiempo frecuencia utilizada presenta buenos
resultados para el desempefio de algoritmos de reconocimiento automatico de fibrilacion
auricular. Los valores de sensibilidad, especificidad obtenidos para los algoritmos ANN,
SMV y KNN son equiparables a los de diversas investigaciones a fines en aplicaciones
no embebidas con variadas metodologias para la extraccion de caracteristicas, como se
relacionan en [6].

La metodologia utilizada en cuanto al uso de coeficientes wavelet sobre ventanas de 10
segundos, el entrenamiento y la importacién de modelos entrenados de KNN, SVM y ANN
es adecuada en cuanto a la deteccion en tiempo real de fibrilacion auricular con el sistema
embebido propuesto dados los tiempos de computo y de respuesta encontrados.

Revista EBA | httpsy/doi.org/10.24050/reia.v19i38.1565



Juan Carlos Maya Gonzalez

Universidad EIA / Rev.EIA.Univ.EIA

En cuanto al tiempo de computo, si bien existen diferencias sustanciales en cuanto al
tamafio de informacion que representan a los modelos ANN, SVM, y KNN entrenados, se
requiere mucho mas tiempo para la extraccion de caracteristicas que para la ejecucion de
estos modelos. Por ello, trabajar con ventanas aun mas cortas que la utilizada en la presente
investigacion requeriria una revision previa de la metodologia utilizada para garantizar su
operacion en tiempo real.
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