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Resumen

El cáncer cervical se forma en las células que revisten el cuello uterino y la parte inferior del 
útero. Debido a razones de costo y baja oferta de servicios destinados a la detección de este 
tipo de cáncer, muchas mujeres no tienen acceso a un diagnóstico pronto y preciso, ocasio-
nando un inicio tardío del tratamiento. Para dar solución a este problema se implementó una 
metodología que clasifica de manera automática el tipo de cáncer cervical, entre leve (Tipo 1 
y 2) y agresivo (Tipo 3), utilizando técnicas de procesamiento digital de imágenes y aprendi-
zaje profundo. Se trabajó en la construcción de un modelo computacional con base en redes 
neuronales convolucionales, transferencia de aprendizaje y aumento de datos, obteniendo 
precisiones de clasificación de hasta 97,35% sobre los datos de validación, asegurando la 
confiabilidad de los resultados. Con este trabajo se demostró que el diseño propuesto puede 
ser usado como un complemento para mejorar la eficiencia de las herramientas del diagnós-
tico asistido del cáncer.

Palabras Claves: aumento de datos, cáncer cervical, redes neuronales convolucionales, trans-
ferencia de aprendizaje.
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Cervical cancer classification using 
convolutional neural networks, 
transfer learning and data 
augmentation 
Abstract

Cervical cancer is formed in the cells that line the cervix and the lower part of uterus. Due to 
the cost and low reasons and low supply of services for the detection of this type of cancer 
many women do not have access to an early an accurate diagnosis. With the purpose of solving 
this issue ir was created a certain method that helps us to automatically classify the different 
types of cervical cancer, such as mild type 1 and 2, and aggressive (type 3), using digital image 
processing techniques and deep learning. We have a built a computational model based on 
convolutional neural networks, transfer learning and data increase, which help us obtain a 
classification accuracy up to 97.35% on the validation data, thus, we can ensure the reliability 
of the results. With this work it was demonstrated that the proposed design can be used as a 
complement to improve the tools of the assisted diagnosis of cancer.     

Key Words: data augmentation, cervical cancer, convolutional neural networks, transfer 
learning.

I.    Introducción

El cáncer cervical es la cuarta enfermedad con más muertes a nivel mundial [1] 
generando 528.000 casos al año, según se reportó en el 2018 [2], de los cuales 32.000 
son en América latina[3]. En la actualidad, Este problema se enfrenta mediante 
intervenciones quirúrgicas, vacunas como la del virus del papiloma humano(VPH) y 
un chequeo frecuente mediante citologías[4], pero pese a estos esfuerzos la tasa de 
mortalidad sigue siendo muy alta, debido a que la identificación y clasificación del 
cáncer está dada por la experticia de ginecólogos que normalmente se encuentran en 
las grandes ciudades generando baja cobertura a nivel nacional en los países en vía 
de desarrollo[5]. Por lo tanto, se busca demostrar que las redes neuronales convolu-
cionales (CNN por sus siglas en inglés) y la transferencia de aprendizaje (TL por sus 
siglas en inglés), son una buena alternativa de clasificación para esta patología. Las 
redes neuronales profundas han sido muy utilizadas en esta problemática, Akshaya 
y otros[2], tienen como objetivo crear una herramienta computacional que clasifique 
el cáncer cervical en leve y agresivo. Ellos proponen una CNN para clasificación de 
imágenes colposcópicas y obtienen precisiones entre el 92 - 96% sobre el conjunto de 
imágenes de validación. El problema principal de esta investigación es el número de 
imágenes, cuentan con 100 imágenes por cada nivel de cáncer cervical. Kaur y otros 
[5], proponen la detección de los tres tipos de cáncer cervical por medio de TL con las 
CNNs (VGG16/19), ver sección II. La base de datos que ellos utilizan se encuentra en 
[6]. El problema para Kaur y otros es la similitud entre el cáncer cervical tipo 1 y tipo 
2 con lo cual obtienen precisión solo del 63% sobre el conjunto de validación. Estas 
dos investigaciones brindan el punto de partida y el objetivo de esta investigación. Ba-
sados en el trabajo de Akshaya y otros[2], se decidió separar la base de datos obtenida 
de [6] en  cáncer cervical leve y agresivo. El objetivo de la investigación es demostrar 
que las CNNs, TL y aumento de datos son una buena alternativa para la clasificación 
del cáncer de cuello uterino entre leve y agresivo [5]. 
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El algoritmo implementado utiliza las CNNs VGG16 [7] y VGG19 [8] previamente 
entrenadas con ImageNet[9] permitiendo disponer de un conjunto amplio de carac-
terísticas que mejoran el aprendizaje de nuevos patrones en la base de datos objeti-
vo[6]. La base de datos fue pre-procesada utilizando una segmentación semiautomá-
tica, aumento de datos y etiquetada con el tipo de cáncer (leve-agresivo). Para el TL 
se utilizó las capas convolucionales de las CNNs (VGG16/19) para re-entrenar la red 
y permitir que se adapte a la clasificación del tipo de cáncer. Los resultados obtenidos 
en la investigación muestran precisiones hasta del 97,35% sobre los datos de valida-
ción. El artículo está compuesto por las siguientes secciones: Sección I introducción. 
Sección II materiales y métodos, se define la metodología y los materiales. Sección III 
Resultados y discusión, Se describe la investigación desarrollada y resultados obteni-
dos. Sección IV Conclusiones. 

II.  Materiales y métodos

El presente estudio está basado en TL en el cual se utilizaron las CNNs VGG16[7] y la 
VGG19[8] que fueron construidas para clasificar 1.000 diferentes categorías de imá-
genes. Con el fin de lograr el objetivo propuesto en esta investigación, se desarrolló la 
siguiente metodología:

Paso 1: Revisión bibliográfica, el objetivo de esta revisión fue encontrar una base 
de datos [6] (ver sección II base de datos) que estuviera compuesta de imágenes del 
cáncer cervical debidamente etiquetadas, además de revisar los últimos experimentos 
y/o avances realizados para la detección del cáncer cervical[10][11][12].

Paso 2: Segmentación del área afectada[13], con el fin de trabajar con una base 
de datos óptima, que permita un mejor aprendizaje por la CNN, se realizó un proceso 
de segmentación semiautomático, el cual inicialmente hacia una selección automática 
de la sección que tiene el cáncer. Luego se llevó a cabo una revisión detallada de todas 
las imágenes generadas para así hacerles los ajustes finales y/o selección y preproce-
samiento manual.

Paso 3: Separación de los datos de entrenamiento y los datos de validación.

Paso 4: Aumento de datos[14][15], después de realizar una evaluación de la lite-
ratura y la base de datos, con la separación del cáncer cervical (Tipo 1 y Tipo 2) como 
leve y (Tipo 3) como agresivo ver Fig. 1. El número de imágenes para realizar el mode-
lo en leve es el doble del fuerte, para resolver este desbalance se realiza un aumento 
de datos con rotaciones aleatorias(máximo 20°), desplazamientos tanto horizontales 
como verticales(máximo 20%), zoom(máximo 15%), recortes(máximo 15%), comple-
tación con pixeles vecinos de ser necesario, y espejos horizontales.

.



Clasificación de cáncer cervical usando redes neuronales convolucionales, transferencia de aprendizaje y aumento de datos

4       https://doi.org/10.24050/reia.v18i35.1462

Figura 1.   Imágenes de la cérvix del cáncer leve(Tipo 1 y Tipo 2) y cáncer 
agresivo(Tipo 3).

Paso 5: Diseño, implementación y entrenamiento del modelo de aprendizaje 
supervisado, se utiliza TL como método de inicialización de los filtros de las capas 
convolucionales (extracción de características) los cuales no son entrenables. Se 
diseña e implementa una nueva arquitectura para las capas densas (clasificación) los 
cuales son entrenables. Se realiza el entrenamiento de la CNN a partir de imágenes 
etiquetadas con el tipo de cáncer.

Paso 6: Clasificación del cáncer cervical entre tipo leve y agresivo sobre los datos 
de validación debidamente etiquetados.

A continuación, se procede a describir las herramientas usadas y/o configuracio-
nes en la realización del proyecto de investigación: 

A. Base de datos

La base de datos fue obtenida de Intel y kaggle de la competencia Intel & Mobile ODT 
Cervical Cancer Screening [16], la cual proporciona dos bases de datos (principal y 
adicional). La base de datos principal y adicional contienen imágenes en formato JPG 
con tamaños de 3.096 x 4.128 y 2.448 x 3.264. En la base de datos se identifican las 
diferentes zonas de transformación, donde se localizan las lesiones cervicales, Estas 
son representadas en tres diferentes tipos de lesiones.

La base de datos principal tiene 1.993 y la adicional 10.240 imágenes y se dividen 
en entrenamiento (tipo 1, tipo 2 y tipo 3) y validación ver tabla 1. De estas bases de 
datos solamente fueron utilizadas 1.000 imágenes por cada tipo con el fin de dismi-
nuir el ruido [17] que se le ingresa a la red neuronal debido a la baja calidad de las 
imágenes.
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Base	de	datos
Entrenamiento	

Validación

Tipo	1 Tipo	2 Tipo	3

Principal 250 781 450 512

Adicional 1.191 3.567 1.976 3.506

Tabla 1.   Base de datos Intel y kaggle [13]. 

Después de realizar pruebas de clasificación con cada tipo de cáncer cervical 
ver Fig. 1, se concluyó que el Tipo 1 y Tipo 2 eran muy similares, debido a que éste 
se encuentra en la ectocérvix (parte externa de la cérvix) y la Tipo 3 se encuentra en 
la endocérvix (parte interna de la cérvix) [18], por lo tanto se unificaron los Tipo 1 
y Tipo 2 en una clase llamada leve  debido a sus semejanzas (Fig. 2) y por ser menos 
agresivos que el Tipo 3 (llamado en este trabajo como  tipo agresivo).

Figura 2.   Características de los tipos de cáncer cervical y/o sus transformaciones 
en la cérvix. Fuente: [13]

B. Aumento de datos.

Es una técnica utilizada para balancear el número de datos, ayudar a la generalización 
del modelo y disminuir el sobre ajuste [19]. El aumento de datos se desarrolló usando 
la librería de Keras[20], la cual permite realizar distintas operaciones sobre una 
imagen como: rotaciones, desplazamientos, zoom, recortes, completación con pixeles 
vecinos, y espejos horizontales ver Fig. 3. 



Clasificación de cáncer cervical usando redes neuronales convolucionales, transferencia de aprendizaje y aumento de datos

6       https://doi.org/10.24050/reia.v18i35.1462

Figura 3.   Resultado del proceso de aumento de datos (imagen de cáncer agresivo 
y algunas imágenes de salida).

C.	 Configuración	del	software	y	hardware
Los experimentos realizados se hicieron en un computador con 64 GB de RAM, 1.2 
TB de disco duro, tarjeta gráfica NVIDIA Geforce RTX 2080 Ti 12G y un procesador 
Intel Core i9-9900k de 8 núcleos y 16 hilos. El sistema operativo fue Ubuntu 18.04 con 
Python 3.7,   Keras 2.2.4[20] y Tensor-Flow 1.14[21]

D. VGG-16
Es una CNN propuesta en la universidad de Oxford por K. Simonyan y A. Zisserman 
[7]. Es una de las redes más utilizadas para clasificar imágenes, esta arquitectura 
tiene la capacidad de clasificar 1.000 tipos de imágenes. La VGG16 es una mejora de 
Alex-net [22], la cual implementa el primer filtro de 11x11 y el segundo filtro de 5x5 
mientras la VGG16 implementa múltiples filtros de 3x3. Esta última red es pre-entre-
nada en ImageNet [9] con un conjunto de datos de más de 15 millones de imágenes 
que pertenecen a 22.000 categorías. la CNN cuenta con 16 capas, de las cuales 13 son 
filtros y 3 densas completamente conectadas. El tamaño de las imágenes de entrada 
para esta red neuronal es de 224 x 224x3 ver Fig. 4.

E. VGG-19
La VGG19 es una red neuronal convolucional de la familia VGG16 y la diferencia global 
es que esta red cuenta con 19 capas [8], de las cuales 16 capas son filtros convolucio-
nales y 3 densas completamente conectadas ver Fig. 4. El tamaño de las imágenes de 
entrada de esta CNN son las mismas de la VGG16.
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Figura 4.  Arquitectura de VGG16 y de VGG19

F.	 Fully	connected
Las VGG16/19 se adaptaron a la clasificación del cáncer cervical leve y agresivo, re-
emplazando las 3 capas densas por una arquitectura propia de capas completamente 
conectadas ver Fig. 5. la cual está compuesta por 4 capas densas de 128 neuronas, 64 
neuronas, 32 neuronas y una neurona. En las tres primeras capas densas la función 
de activación es Relu [23], en la última es Sigmoide [24]. La función de pérdida que 
se utilizó es binary crossentropy [25] y el optimizador es stochastic gradient descent 
(SGD) [26], con learning rate (lr) 0,001 y un momentum de 0,9, para disminuir el so-
bre ajuste [27] se aplicó dropout [28] de 0,2 entre la primera y segunda capa y entre 
la segunda y la tercera capa.

Figura 5.  Capas completamente conectadas propuestas

III.   Resultados y discusión
 

Se propuso una arquitectura de CNNs que utiliza TL y aumento de datos, con una 
etapa de pre-procesamiento para permitir la convergencia de la red, esta arquitectura 
se puede observar en Fig. 6 y se explica a continuación:
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Etapa	de	preprocesamiento
Segmentación semiautomática y aumento de datos: se diseñó un algoritmo para reali-
zar segmentación el cual está compuesto por distintas operaciones sobre la imágen, 
con el fin de enfocar la información en la lesión donde está el cáncer. Debido al ruido 
y la calidad de las imágenes de la base de datos [6], el algoritmo para segmentar no 
era suficiente por lo tanto se decidió realizar como segundo paso, la segmentación 
manual de las imágenes que no fueron segmentadas por el algoritmo. Con el fin de no 
ingresar ruido a la arquitectura propuesta (Fig. 6), se seleccionaron las mejores 1.000 
imágenes por cada tipo de cáncer cervical. El cáncer cervical leve cuenta con 2.000 
imágenes y el agresivo con 1.000, para que la base de datos quede balanceada se utili-
zó aumento de datos para equilibrar el número de imágenes (ver sección II, aumento 
de datos).

División	del	conjunto	de	datos	de	entrenamiento	y	validación
Después de obtener la base de datos con cáncer cervical leve y agresivo, se procede 
a separar la base de datos en 80% para entrenamiento y 20 % de las imágenes para 
validación.

Escalamiento de las imágenes: La VGG16/19 tiene un tamaño de imagen definido 
de 224x224x3 [7][8], por lo tanto, las imágenes de entrenamiento y validación son 
escaladas utilizando el método de interpolación bicúbica.

Etapa	de	extracción	de	características
Para extraer características se utilizaron CNN pre-entrenadas (ver sección II, VGG16 y 
VGG19). 

Etapa	de	clasificación	
Para realizar la etapa de clasificación se eliminan las tres capas densas de las CNN 
VGG16/19 y se agrega 4 capas densas propias (ver Fig.5) con el fin de adaptarlas a 
esta investigación, en la salida de las redes se vectorizan con un flatten, luego se adap-
ta la capa completamente conectada (ver sección II, Fully connected)(Fig. 5)

Figura 6.  Arquitectura propuesta para la solución del problema
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Para validar el proceso de aprendizaje, se ha graficado la pérdida por épocas. En 
Fig. 8b, se observa un crecimiento de la pérdida a medida que aumenta el número de 
épocas lo que significa que existe sobre ajuste, lo que no ocurre según se observa en 
Fig. 7b, la pérdida se mantiene estable a medida que aumenta el número de épocas, 
por lo tanto, no existe sobre ajuste.   

Además de la pérdida, se ha graficado la precisión para las imágenes de entrena-
miento y validación. En las figuras Fig. 7a y Fig. 8a se observan las curvas de precisión 
en entrenamiento y validación tanto para VGG16/19 respectivamente, las curvas de 
precisión en validación aumentan hasta la época 10 aproximadamente, y seguido 
a esto se estabilizan logrando una precisión en validación de 0,9735 para VGG16 y 
0,9710 con VGG19.

Figura 7.  Precisión(A) alcanzada y pérdida(B) del modelo, sobre datos de entrena-
miento (color azul) y datos de validación (color naranja) usando VGG16

Figura 8.  Precisión(a) alcanzada y pérdida(b) del modelo, sobre datos de entrena-
miento (color azul) y datos de validación (color naranja) usando VGG19

La precisión en validación para la VGG16 es mayor que la de la VGG19, como se 
muestra en las figuras Fig. 7a y Fig. 8a, debido a que estas hacen parte de la misma fa-
milia [7][8], la diferencia significativa es que la VGG16 mantiene una pérdida estable 
(Fig. 7b).
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IV. Conclusión

La arquitectura propuesta alcanza precisiones hasta del 97,35% en la clasificación de 
cáncer cervical (leve y agresivo) utilizando segmentación semiautomática, aumento 
de datos y TL a partir de la VGG16/19. La diferencia en los resultados entre estas dos 
CNNs es el sobre ajuste. La VGG16 obtiene 97,35% de precisión en validación con 
pérdida estable ver Fig. 7, mientras la VGG19 obtiene 97,10% de precisión en valida-
ción con pérdida creciente ver Fig. 8. Teniendo en cuenta lo anterior, se observó que, 
haciendo una correcta segmentación de las imágenes, un buen balance de clases (au-
mentó de datos) y TL sobre la extracción de características se obtienen porcentajes 
que ayudan a tener un diagnóstico más preciso en la clasificación del cáncer cervical.

Trabajo a futuro:

Se desea crear una herramienta computacional de libre acceso que permita clasificar 
los tipos de cáncer cervical (tipo 1, tipo 2 y tipo 3 independientemente) para ayudar 
en la precisión del diagnóstico generado por los ginecólogos. 

Liberar un repositorio de imágenes segmentadas y etiquetadas con los 3 tipos de 
cáncer para generar una línea base de conocimiento en este tipo de problemas.
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